

    
      
          
            
  
mmdeeplearning 深度学习



	1. deeplearning
	1.1. 环境安装

	1.2. 机器学习和深度学习概念入门

	1.3. 机器学习的学习方式

	1.4. 回归算法

	1.5. 感知机

	1.6. 激活函数

	1.7. 反向传播(BPN)

	1.8. 优化器

	1.9. 权重衰减

	1.10. 损失函数





	2. mxnet
	2.1. mxnet安装





	3. numpy




	4. matplotlib




	5. pandas




	6. tensorflow
	6.1. 环境安装

	6.2. 简单介绍













          

      

      

    

  

    
      
          
            
  
1. deeplearning

机器学习研究如何使计算机系统利用经验改善性能。它是人工智能领域的分支，也是实现人工智能的一种手段。在机器学习的众多研究方向中，表征学习关注如何
自动找出表示数据的合适方式，以便更好地将输入变换为正确的输出，而本书要重点探讨的深度学习是具有多级表示的表征学习方法。在每一级（从原始数据开始）
，深度学习通过简单的函数将该级的表示变换为更高级的表示。因此，深度学习模型也可以看作是由许多简单函数复合而成的函数。当这些复合的函数足够多时，
深度学习模型就可以表达非常复杂的变换。

深度学习的一个外在特点是端到端的训练。也就是说，并不是将单独调试的部分拼凑起来组成一个系统，而是将整个系统组建好之后一起训练。除端到端的训练以外，
我们也正在经历从含参数统计模型转向完全无参数的模型。当数据非常稀缺时，我们需要通过简化对现实的假设来得到实用的模型。当数据充足时，我们就可以用能
更好地拟合现实的无参数模型来替代这些含参数模型。这也使我们可以得到更精确的模型，尽管需要牺牲一些可解释性。

相对其它经典的机器学习方法而言，深度学习的不同在于：对非最优解的包容、对非凸非线性优化的使用，以及勇于尝试没有被证明过的方法。这种在处理统计问
题上的新经验主义吸引了大量人才的涌入，使得大量实际问题有了更好的解决方案。尽管大部分情况下需要为深度学习修改甚至重新发明已经存在数十年的工具，
但是这绝对是一件非常有意义并令人兴奋的事。

深度学习框架主要包含:


	MXNet


	Tensorflow


	Caffe


	Theano


	Torch


	PyTorch




深度学习框架的出现降低了入门的门槛，你不需要从复杂的神经网络开始编代码，你可以根据需要选择已有的模型，通过训练得到模型参数，你也可以在已有模型
的基础上增加自己的layer，或者是在顶端选择自己需要的分类器和优化算法（比如常用的梯度下降法）。当然也正因如此，没有什么框架是完美的，就像一套积木
里可能没有你需要的那一种积木，所以不同的框架适用的领域不完全一致。 总的来说深度学习框架提供了一些列的深度学习的组件（对于通用的算法，里面会有实现），
当需要使用新的算法的时候就需要用户自己去定义，然后调用深度学习框架的函数接口使用用户自定义的新算法。
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1.1. 环境安装


1.1.1. python安装

可以到 https://www.python.org/downloads 进行安装。




1.1.2. anaconda安装

可以到 https://www.anaconda.com/distribution/#download-section 进行安装。

安装完成之后 进行环境准备。

conda update conda
conda update anaconda

conda create -n python3.5.2 python=3.5.2
activate python3.5.2

conda config --add channels https://mirrors.tuna.tsinghua.edu.cn/anaconda/pkgs/free/
conda config --add channels https://mirrors.tuna.tsinghua.edu.cn/anaconda/cloud/conda-forge
conda config --add channels https://mirrors.tuna.tsinghua.edu.cn/anaconda/cloud/msys2/
conda config --add channels https://mirrors.tuna.tsinghua.edu.cn/anaconda/cloud/pytorch/
conda config --add channels https://mirrors.ustc.edu.cn/anaconda/pkgs/main/
conda config --add channels https://mirrors.ustc.edu.cn/anaconda/pkgs/free/
conda config --add channels https://mirrors.ustc.edu.cn/anaconda/cloud/conda-forge/
conda config --add channels https://mirrors.ustc.edu.cn/anaconda/cloud/msys2/
conda config --add channels https://mirrors.ustc.edu.cn/anaconda/cloud/bioconda/
conda config --add channels https://mirrors.ustc.edu.cn/anaconda/cloud/menpo/

conda config --set show_channel_urls yes








1.1.3. pip国内加速

pip默认会访问国外pypi进行包下载，导致下载速度过慢，这里可以更改pip的源，加快访问速度。

#配置清华PyPI镜像（如无法运行，将pip版本升级到>=10.0.0）
pip config set global.index-url https://mirrors.ustc.edu.cn/pypi/web/simple
pip config set global.trusted-host https://mirrors.ustc.edu.cn/pypi/web/simple
pip config list








1.1.4. jupyter安装

jupyter是一个在线文本编辑器，可以支持多种开发语言进行开发，如java、python、go等开发语言。

pip install jupyter
jupyter notebook











          

      

      

    

  

    
      
          
            
  
1.2. 机器学习和深度学习概念入门

对于很多初入学习人工智能的学习者来说，对人工智能、机器学习、深度学习的概念和区别还不是很了解，那么接下来就给大家从概念和特点上进行阐述。先看下三者的关系。

[image: ../_images/machinelearning_concept.png]

1.2.1. 人工智能(Artificial Intelligence)

人工智能（Artificial Intelligence），英文缩写为AI。是计算机科学的一个分支，二十世纪七十年代以来被称为世界三大尖端技术之一（空间技术、能源技术、人工智能）。也被认为是二十一世纪三大尖端技术（基因工程、纳米科学、人工智能）之一。1956年夏季，以麦卡赛、明斯基、罗切斯特和申农等为首的一批有远见卓识的年轻科学家在一起聚会，共同研究和探讨用机器模拟智能的一系列有关问题，并首次提出了“人工智能”这一术语，它标志着“人工智能”这门新兴学科的正式诞生。人工智能是对人的意识、思维的信息过程的模拟。人工智能不是人的智能，但能像人那样思考、也可能超过人的智能。数学常被认为是多种学科的基础科学，数学也进入语言、思维领域，人工智能学科也必须借用数学工具。

人工智能实际应用：机器视觉，指纹识别，人脸识别，视网膜识别，虹膜识别，掌纹识别，专家系统，自动规划，智能搜索，定理证明，博弈，自动程序设计，智能控制，机器人学，语言和图像理解，遗传编程等。涉及到哲学和认知科学，数学，神经生理学，心理学，计算机科学，信息论，控制论，不定性论等学科。研究范畴包括自然语言处理，知识表现，智能搜索，推理，规划，机器学习，知识获取，组合调度问题，感知问题，模式识别，逻辑程序设计软计算，不精确和不确定的管理，人工生命，神经网络，复杂系统，遗传算法等。人工智能目前也分为：强人工智能(BOTTOM-UP AI)和弱人工智能(TOP-DOWN AI)，有兴趣大家可以自行查看下区别。




1.2.2. 机器学习(Machine Learning, ML)

机器学习(Machine Learning, ML)，是人工智能的核心，属于人工智能的一个分支，是一个大的领域，是让计算机拥有像人一样的学习能力，模拟和实现人的学习行为和能力，可以像人一样具有识别和判断的能力，可以看作是仿生学。机器学习应用领域十分广泛，例如：数据挖掘、数据分类、计算机视觉、自然语言处理（NLP）、生物特征识别、搜索引擎、医学诊断、检测信用卡欺诈、证券市场分析、DNA序列测序、语音和手写识别、战略游戏和机器人运用等。

[image: ../_images/machinelearning_ml.png]
机器学习的工作方式：

1）选择数据：将你的数据分成三组：训练数据、验证数据和测试数据。

2）模型数据：使用训练数据来构建使用相关特征的模型。

3）验证模型：使用你的验证数据接入你的模型。

4）测试模型：使用你的测试数据检查被验证的模型的表现。

5）使用模型：使用完全训练好的模型在新数据上做预测。

6）调优模型：使用更多数据、不同的特征或调整过的参数来提升算法的性能表现。

机器学习的分类：

基于学习策略的分类

1）机械学习 (Rote learning)

2）示教学习 (Learning from instruction或Learning by being told)

3）演绎学习 (Learning by deduction)

4）类比学习 (Learning by analogy)

5）基于解释的学习 (Explanation-based learning, EBL)

6）归纳学习 (Learning from induction)

基于所获取知识的表示形式分类

1）代数表达式参数

2）决策树

3）形式文法

4）产生式规则

5）形式逻辑表达式

6）图和网络

7）框架和模式（schema）

8）计算机程序和其它的过程编码

9）神经网络

10）多种表示形式的组合

综合分类

1）经验性归纳学习 (empirical inductive learning)

2）分析学习（analytic learning）

3）类比学习

4）遗传算法（genetic algorithm）

5）联接学习

6）增强学习（reinforcement learning）

学习形式分类

1）监督学习(supervised learning)

2）非监督学习(unsupervised learning)




1.2.3. 深度学习（Deep Learning）

深度学习（Deep Learning）是机器学习的一种，是它的一个大的分支，深度学习的概念由Hinton等人于2006年提出，深度学习的概念源于人工神经网络的研究。既然叫做学习，那么自然与我们人类的学习过程有相似之处，其实就是仿生学，仿照我们人类大脑的思维方式以及神经网络的接收和反馈方式进行计算机模拟深度学习的。我们的大脑就是一个深度学习的超级计算机。深度学习实际上指的的深度神经网络学习，普通神经网络由于训练代价较高，一般只有3-4层，而深度神经网络由于采用了特殊的训练方法加上一些技术算法，可以达到8-10层。深度神经网络能够捕捉到数据中的深层联系，从而能够得到更精准的模型，而这些联系不容易被普通的机器学习方法所发觉。

用官方的含义就是：含多隐层的多层感知器就是一种深度学习结构。深度学习通过组合低层特征形成更加抽象的高层表示属性类别或特征，以发现数据的分布式特征表示。同机器学习方法一样，深度机器学习方法也有监督学习与无监督学习之分．不同的学习框架下建立的学习模型很是不同．例如，卷积神经网络（Convolutional neural networks，简称CNNs）就是一种深度的监督学习下的机器学习模型，而深度置信网（Deep Belief Nets，简称DBNs）就是一种无监督学习下的机器学习模型。

深度学习整个过程就是数据收集、数据清洗处理、传入数据进行训练模型和学习优化、经过不断优化调节后形成高准确率的识别分类模型，供相应的领域进行传入相关数据进行应用分类。举个例子，我们人类在刚出生时看到一个手机，那么他是不知道这个是什么的，并且有各种各样形状和样式的手机，此时我们的深度学习系统初始状态就是这样的。但是经过父母和周围的分类和指导，我们渐渐的知道了这种样子和形状、功能的物体是手机，那么我们通过大量的数据就具有了学习和分辨手机的能力模型，那么这就是我们的深度学习系统在经过数据和算法训练后所具备的功能和学习能力。就是这么简单，可以说就是仿生学。







          

      

      

    

  

    
      
          
            
  
1.3. 机器学习的学习方式

在机器学习或者人工智能领域，人们首先会考虑算法的学习方式。在机器学习领域, 主要分为：监督学习，非监督学习，半监督学习和强化学习。监督学习主要用于回归和分类；半监督学习主要用于分类，回归，半监督聚类；无监督学习主要用于聚类。


1.3.1. 监督学习

监督学习是指利用一组已知类别的样本调整分类器的参数，使其达到所要求性能的过程，也称为监督训练或有教师学习。是从标记的训练数据来推断一个功能的机器学习任务，也就是样本
标签打好了。训练数据包括一套训练示例。在监督学习中，每个实例都是由一个输入对象（通常为矢量）和一个期望的输出值（也称为监督信号）组成。监督学习算法是分析该训练数据，
并产生一个推断的功能，其可以用于映射出新的实例。一个最佳的方案将允许该算法来正确地决定那些看不见的实例的类标签。这就要求学习算法是在一种“合理”的方式从一种从训练
数据到看不见的情况下形成。

监督式学习的常见应用场景如分类问题和回归问题。常见监督式学习算法有决策树（ID3，C4.5算法等），朴素贝叶斯分类器，最小二乘法，逻辑回归（Logistic Regression），支持向量
机（SVM），K最近邻算法（KNN，K-NearestNeighbor），线性回归（LR，Linear Regreesion），人工神经网络（ANN，Artificial Neural Network），集成学习以及反向传递神经网
络（Back Propagation Neural Network）等等。


1.3.1.1. 决策树(Decision Tree)

决策树是一种树形结构，为人们提供决策依据，决策树可以用来回答yes和no问题，它通过树形结构将各种情况组合都表示出来，每个分支表示一次选择（选择yes还是no），直到所有选择
都进行完毕，最终给出正确答案。

决策树（decision tree）是一个树结构（可以是二叉树或非二叉树）。在实际构造决策树时，通常要进行剪枝，这时为了处理由于数据中的噪声和离群点导致的过分拟合问题。剪枝有两种：


	先剪枝——在构造过程中，当某个节点满足剪枝条件，则直接停止此分支的构造。


	后剪枝——先构造完成完整的决策树，再通过某些条件遍历树进行剪枝。




[image: ../_images/machinelearning_decisiontree.png]



1.3.1.2. 朴素贝叶斯分类器（Naive Bayesian Model，NBM）

朴素贝叶斯分类器基于贝叶斯定理及其假设（即特征之间是独立的，是不相互影响的），主要用来解决分类和回归问题。P(A|B) 是后验概率， P(B|A) 是似然，P(A)为先验概率，P(B) 为我们要预测的值。

具体应用有：标记一个电子邮件为垃圾邮件或非垃圾邮件；将新闻文章分为技术类、政治类或体育类；检查一段文字表达积极的情绪，或消极的情绪；用于人脸识别软件。

学过概率的同学一定都知道贝叶斯定理，这个在250多年前发明的算法，在信息领域内有着无与伦比的地位。贝叶斯分类是一系列分类算法的总称，这类算法均以贝叶斯定
理为基础，故统称为贝叶斯分类。朴素贝叶斯算法（Naive Bayesian) 是其中应用最为广泛的分类算法之一。朴素贝叶斯分类器基于一个简单的假定：给定目标值时属性之
间相互条件独立。




1.3.1.3. 最小二乘法(Least squares)

最小均方就是用来求线性回归的。如下图所示，平面内会有一系列点，然后我们求取一条线，使得这条线尽可能拟合这些点分布，这就是线性回归。这条线有多种找法，最小
二乘法就是其中一种。最小二乘法其原理如下，找到一条线使得平面内的所有点到这条线的欧式距离和最小。这条线就是我们要求取得线。

最小二乘法（又称最小平方法）是一种数学优化技术。它通过最小化误差的平方和寻找数据的最佳函数匹配。利用最小二乘法可以简便地求得未知的数据，并使得这些求得的
数据与实际数据之间误差的平方和为最小。最小二乘法还可用于曲线拟合。其他一些优化问题也可通过最小化能量或最大化熵用最小二乘法来表达。

[image: ../_images/machinelearning_leastsquares.png]



1.3.1.4. 逻辑回归(Logistic Regression

逻辑回归模型是一个二分类模型，它选取不同的特征与权重来对样本进行概率分类，用一个log函数计算样本属于某一类的概率。即一个样本会有一定的概率属于一个类，会有一定
的概率属于另一类，概率大的类即为样本所属类。用于估计某种事物的可能性。

[image: ../_images/machinelearning_logisticreg.png]



1.3.1.5. 支持向量机(SVM)

支持向量机（support vector machine）是一个二分类算法，它可以在N维空间找到一个(N-1)维的超平面，这个超平面可以将这些点分为两类。也就是说，平面内如果存在线性可分的
两类点，SVM可以找到一条最优的直线将这些点分开。SVM应用范围很广。

[image: ../_images/machinelearning_svm.png]



1.3.1.6. K最近邻算法(KNN，K-NearestNeighbor)


邻近算法，或者说K最近邻(KNN，K-NearestNeighbor)分类算法是数据挖掘分类技术中最简单的方法之一。KNN算法的核心思想是如果一个样本在特征空间中的k个最相邻的样本中的大多
数属于某一个类别，则该样本也属于这个类别，并具有这个类别上样本的特性。该方法在确定分类决策上只依据最邻近的一个或者几个样本的类别来决定待分样本所属的类别。 KNN方法
在类别决策时，只与极少量的相邻样本有关。由于KNN方法主要靠周围有限的邻近的样本，而不是靠判别类域的方法来确定所属类别的，因此对于类域的交叉或重叠较多的待分样本集来说，
KNN方法较其他方法更为适合。




[image: ../_images/machinelearning_knn.png]



1.3.1.7. 集成学习(Ensemble Learning)

集成学习就是将很多分类器集成在一起，每个分类器有不同的权重，将这些分类器的分类结果合并在一起，作为最终的分类结果。最初集成方法为贝叶斯决策。

集成算法用一些相对较弱的学习模型独立地就同样的样本进行训练，然后把结果整合起来进行整体预测。集成算法的主要难点在于究竟集成哪些独立的较弱的学习模型以及如何把学习结果整合起来。
这是一类非常强大的算法，同时也非常流行。常见的算法包括：Boosting， Bootstrapped Aggregation（Bagging）， AdaBoost，堆叠泛化（Stacked Generalization， Blending），梯度推进
机（Gradient Boosting Machine, GBM），随机森林（Random Forest）。

[image: ../_images/machinelearning_ensemble.png]





1.3.2. 非监督学习

非监督学习是另一种研究的比较多的学习方法，它与监督学习的不同之处，在于我们事先没有任何训练样本，而需要直接对数据进行建模。是否有监督（Supervised），就看输入数据是否
有标签（Label）。输入数据有标签（即数据有标识分类），则为有监督学习，没标签则为无监督学习。这听起来似乎有点不可思议，但是在我们自身认识世界的过程中很多处都用到了无监
督学习。比如我们去参观一个画展，我们完全对艺术一无所知，但是欣赏完多幅作品之后，我们也能把它们分成不同的派别（比如哪些更朦胧一点，哪些更写实一些，即使我们不知道什么
叫做朦胧派，什么叫做写实派，但是至少我们能把他们分为两个类）。无监督学习里典型的例子就是聚类了。聚类的目的在于把相似的东西聚在一起，而我们并不关心这一类是什么。
因此，一个聚类算法通常只需要知道如何计算相似度就可以开始工作了。 在非监督式学习中，数据并不被特别标识，学习模型是为了推断出数据的一些内在结构。

非监督学习在聚类上同监督学习分类效果相比无法做到同样的完美，那么我们为什么还要使用非监督学习聚类？因为在很多实际应用中，并没有大量的标识数据进行使用，并且标识数据需
要大量的人工工作量，非常困难。那么我们就需要非监督学习根据数据的相似度，特征及相关联系进行模糊判断分类。
常见的应用场景包括关联规则的学习以及聚类等。常见非监督学习算法包括聚类算法、奇异值分解、主成分分析（PCA）、SVD矩阵分解、独立成分分析(ICA)、Apriori算法以及K-均值算
法(K-Means)、稀疏自编码（sparse auto-encoder）等等。


1.3.2.1. 聚类算法

聚类算法就是将一堆数据进行处理，根据它们的相似性对数据进行聚类。

聚类，就像回归一样，有时候人们描述的是一类问题，有时候描述的是一类算法。聚类算法通常按照中心点或者分层的方式对输入数据进行归并。所以的聚类算法都试图找到数据的内在结构，
以便按照最大的共同点将数据进行归类。常见的聚类算法包括 k-Means算法以及期望最大化算法（Expectation Maximization， EM）。

聚类算法有很多种，具体如下：中心聚类、关联聚类、密度聚类、概率聚类、降维、神经网络/深度学习。

[image: ../_images/machinelearning_cluster.png]



1.3.2.2. K-均值算法(K-Means)

K-means算法是硬聚类算法，是典型的基于原型的目标函数聚类方法的代表，它是数据点到原型的某种距离作为优化的目标函数，利用函数求极值的方法得到迭代运算的调整规则。K-means
算法以欧式距离作为相似度测度，它是求对应某一初始聚类中心向量V最优分类，使得评价指标J最小。算法采用误差平方和准则函数作为聚类准则函数。K-means算法是很典型的基于距离的
聚类算法，采用距离作为相似性的评价指标，即认为两个对象的距离越近，其相似度就越大。该算法认为簇是由距离靠近的对象组成的，因此把得到紧凑且独立的簇作为最终目标。

[image: ../_images/machinelearning_kmeans.png]



1.3.2.3. 主成分分析(Principal Component Analysis，PCA)

主成分分析是利用正交变换将一些列可能相关数据转换为线性无关数据，从而找到主成分。PCA方法最著名的应用应该是在人脸识别中特征提取及数据降维。
PCA主要用于简单学习与可视化中数据压缩、简化。但是PCA有一定的局限性，它需要你拥有特定领域的相关知识。对噪音比较多的数据并不适用。

[image: ../_images/machinelearning_pca.png]



1.3.2.4. SVD矩阵分解(Singular Value Decomposition)

也叫奇异值分解（Singular Value Decomposition），是线性代数中一种重要的矩阵分解，是矩阵分析中正规矩阵酉对角化的推广。在信号处理、统计学等领域有重要应用。SVD矩阵是一个复杂的实复负数矩阵，给定一个m行、n列的矩阵M,那么M矩阵可以分解为M = UΣV。U和V是酉矩阵，Σ为对角阵。

PCA实际上就是一个简化版本的SVD分解。在计算机视觉领域，第一个脸部识别算法就是基于PCA与SVD的，用特征对脸部进行特征表示，然后降维、最后进行面部匹配。尽管现在面部识别方法复杂，但是基本原理还是类似的。

[image: ../_images/machinelearning_svd.png]



1.3.2.5. 独立成分分析(ICA)

独立成分分析（Independent Component Analysis，ICA）是一门统计技术，用于发现存在于随机变量下的隐性因素。ICA为给观测数据定义了一个生成模型。在这个模型中，其认为数据变量是由隐性变量，经一个混合系统线性混合而成，这个混合系统未知。并且假设潜在因素属于非高斯分布、并且相互独立，称之为可观测数据的独立成分。

[image: ../_images/machinelearning_ica.png]





1.3.3. 半监督学习

半监督学习(Semi-Supervised Learning，SSL)是模式识别和机器学习领域研究的重点问题，是监督学习与无监督学习相结合的一种学习方法。半监督学习使用大量的未标记数据，以及
同时使用标记数据，来进行模式识别工作。当使用半监督学习时，将会要求尽量少的人员来从事工作，同时，又能够带来比较高的准确性，因此，半监督学习目前正越来越受到人们的
重视。

[image: ../_images/machinelearning_semi.png]



1.3.4. 强化学习

又称再励学习、评价学习，是一种重要的机器学习方法，在智能控制机器人及分析预测等领域有许多应用。但在传统的机器学习分类中没有提到过强化学习，而在连接主义学习中，把
学习算法分为三种类型，即非监督学习(unsupervised learning)、监督学习(supervised leaning)和强化学习。

一般而言,半监督学习侧重于在有监督的分类算法中加入无标记样本来实现半监督分类，也就是在1中加入无标记样本，增强分类效果[1]。应用场景包括分类和回归，算法包括一些对常用监督式学习算法的延伸，这些算法首先试图对未标识数据进行建模，在此基础上再对标识的数据进行预测。如自训练算法(self-training)、多视角算法(Multi-View)、
生成模型（Enerative Models）、图论推理算法（Graph Inference）或者拉普拉斯支持向量机（Laplacian SVM）等。


1.3.4.1. Q-Learning算法

Q-learning要解决的是这样的问题：一个能感知环境的自治agent，怎样通过学习选择能达到其目标的最优动作。

[image: ../_images/machinelearning_reinforcement.png]
强化学习目的是构造一个控制策略，使得Agent行为性能达到最大。Agent从复杂的环境中感知信息，对信息进行处理。Agent通过学习改进自身的性能并选择行为，从而产生群体行为的选择，
个体行为选择和群体行为选择使得Agent作出决策选择某一动作，进而影响环境。增强学习是指从动物学习、随机逼近和优化控制等理论发展而来，是一种无导师在线学习技术，从环境状态到
动作映射学习，使得Agent根据最大奖励值采取最优的策略；Agent感知环境中的状态信息，搜索策略（哪种策略可以产生最有效的学习）选择最优的动作，从而引起状态的改变并得到一个延迟
回报值，更新评估函数，完成一次学习过程后，进入下一轮的学习训练，重复循环迭代，直到满足整个学习的条件，终止学习。

[image: ../_images/machinelearning_reinforcement2.png]
Q-Learning是一种无模型的强化学习技术。具体来说，可以使用Q学习来为任何给定的（有限的）马尔可夫决策过程（MDP）找到最优的动作选择策略。它通过学习一个动作价值函数，最终给出在
给定状态下采取给定动作的预期效用，然后遵循最优策略。一个策略是代理在选择动作后遵循的规则。当这种动作值函数被学习时，可以通过简单地选择每个状态中具有最高值的动作来构建最优策略。
Q-learning的优点之一是能够比较可用操作的预期效用，而不需要环境模型。此外，Q学习可以处理随机过渡和奖励的问题，而不需要任何适应。已经证明，对于任何有限的MDP，Q学习最终找到一个最优策略，
从总体奖励的预期值返回到从当前状态开始的所有连续步骤是最大可实现的意义。

[image: ../_images/machinelearning_reinforcement3.png]
强化学习常用算法：TD算法（时间差分学习，Temporal Difference）、SARSA算法、Q-Learning算法等。我们当然也需要了解马尔可夫决策过程（MDP，Markov Decision Processes），这样更利于我们对强化学习的理解。

[image: ../_images/machinelearning_reinforcement4.png]








          

      

      

    

  

    
      
          
            
  
1.4. 回归算法

回归是数学建模、分类和预测中最古老但功能非常强大的工具之一。回归在工程、物理学、生物学、金融、社会科学等各个领域都有应用，是数据科学家常用的基本工具。


1.4.1. 线性回归

线性回归输出是一个连续值，因此适用于回归问题。回归问题在实际中很常见，如预测房屋价格、气温、销售额等连续值的问题。与回归问题不同，分类问题中模型
的最终输出是一个离散值。我们所说的图像分类、垃圾邮件识别、疾病检测等输出为离散值的问题都属于分类问题的范畴。softmax回归则适用于分类问题。

由于线性回归和softmax回归都是单层神经网络，它们涉及的概念和技术同样适用于大多数的深度学习模型。我们首先以线性回归为例，介绍大多数深度学习模型的
基本要素和表示方法。

[image: ../_images/linear_regression1.png]
其中，X=(x1,​x2,...,xn) 为 n 个输入变量，W=(w1,w2,...,wn) 为线性系数，b 是偏置项。目标是找到系数 W 的最佳估计，使得预测值 Y 的误差最小。使用最小二乘法估计线性系数 W，即使预测值 (Yhat) 与观测值 (Y) 之间的差的平方和最小。

[image: ../_images/linear_regression2.png]
其中，需要对所有训练样本的误差求和。根据输入变量 X 的数量和类型，可划分出多种线性回归类型：简单线性回归（一个输入变量，一个输出变量），多元线性回归（多个输入变量，一个输出变量），多变量线性回归（多个输入变量，多个输出变量）。

更多线性回归的相关内容，可参考https://en.wikipedia.org/wiki/Linear_regression。








1.4.2. 逻辑回归

用来确定一个事件的概率。通常来说，事件可被表示为类别因变量。事件的概率用 logit 函数（Sigmoid 函数）

[image: ../_images/logistic_regression1.png]
现在的目标是估计权重 W=(w1,w2,...,wn) 和偏置项 b。在逻辑回归中，使用最大似然估计量或随机梯度下降来估计系数。损失函数通常被定义为交叉熵项：

[image: ../_images/logistic_regression2.png]
逻辑回归用于分类问题，例如，对于给定的医疗数据，可以使用逻辑回归判断一个人是否患有癌症。如果输出类别变量具有两个或更多个层级，则可以使用多项式逻辑回归。另一种用于两个或更多输出变量的常见技术是 OneVsAll。对于多类型逻辑回归，交叉熵损失函数被修改为：

[image: ../_images/logistic_regression3.png]
其中，K 是类别总数。更多逻辑回归的相关内容，可参考https://en.wikipedia.org/wiki/Logistic_regression、http://c.biancheng.net/view/1902.html








1.4.3. 正则化

当有大量的输入特征时，需要正则化来确保预测模型不会 太复杂。正则化可以帮助防止数据过拟合。它也可以用来获得一个凸损失函数。有两种类型的正则化——L1 和 L2 正则化。

当数据高度共线时，L1 正则化也可以工作。在 L1 正则化中，与所有系数的绝对值的和相关的附加惩罚项被添加到损失函数中。L1 正则化的正则化惩罚项如下：

[image: ../_images/l1.png]
L2 正则化提供了稀疏的解决方案。当输入特征的数量非常大时，非常有用。在这种情况下，惩罚项是所有系数的平方之和：

[image: ../_images/l2.png]






          

      

      

    

  

    
      
          
            
  
1.5. 感知机

感知机是最简单的线性二分类模型，如果要处理的数据是线性可分的，则该模型能取得很好的效果，如果数据不是线性可分的，则该模型不能取得很好的效果。以二维平面为例，如果要分类的点，能被一条直线分开，直线的一侧是正类，直线的另一侧是负类，则说明数据是线性可分的。如果数据需要一个圆来分开则说明数据不是线性可分的，曾经感知机因为不能处理异或问题，而被人批判，导致神经网络的研究停滞了几十年。
深度学习模型的典型例子是前馈深度网络或多层感知机（multilayerperceptron, MLP）。多层感知机仅仅是一个将一组输入值映射到输出值的数学函数。该函数由许多较简单的函数复合而成。我们可以认为不同数学函数的每一次应用都为输入提供了新的表示。


1.5.1. 单层感知机

人造神经元是所有神经网络的核心。它由两个主要部分构成：一个加法器，将所有输入加权求和到神经元上；一个处理单元，根据预定义函数产生一个输出，这个函数被称为激活函数。每个神经元都有自己的一组权重和阈值（偏置），它通过不同的学习算法学习这些权重和阈值：

[image: ../_images/perceptron_1.png]
当只有一层这样的神经元存在时，它被称为感知机。输入层被称为第零层，因为它只是缓冲输入。存在的唯一一层神经元形成输出层。输出层的每个神经元都有自己的权重和阈值。

当感知机使用阈值激活函数时，不能使用 TensorFlow 优化器来更新权重。我们将不得不使用权重更新规则：

[image: ../_images/perceptron_loss.png]
η 是学习率。为了简化编程，当输入固定为 +1 时，偏置可以作为一个额外的权重。那么，上面的公式可以用来同时更新权重和偏置。

def perceptron():
    """
    当只有一层这样的神经元存在时，它被称为感知机
    :return:
    """
    learn_rate = 0.4
    epsilon = 1e-03
    max_epochs = 1000

    T, F = 1., 0.
    X_in = [[T, T, T, T], [T, T, F, T], [T, F, T, T], [T, F, F, T],
            [F, T, T, T], [F, T, F, T], [F, F, T, T], [F, F, F, T]]
    Y = [[T], [T], [F], [F], [T], [F], [F], [F]]

    W = tf.Variable(tf.random_normal(shape=(4, 1), stddev=2))
    h = tf.matmul(X_in, W)
    # Y_hat = threhold(h)
    Y_hat = tf.sigmoid(h)

    error = Y - Y_hat
    mean_error = tf.reduce_mean(tf.square(error))
    dW = learn_rate * tf.matmul(X_in, error, transpose_a=True)
    # 更新权重
    train = tf.assign(W, W + dW)

    init = tf.global_variables_initializer()
    epoch = 0
    err = 1
    with tf.Session() as sess:
        sess.run(init)
        opoches, errs, = [], []
        while err > epsilon and epoch < max_epochs:
            epoch += 1
            _, err = sess.run([train, mean_error])
            logger.info("epoch {0} mean error {1}".format(epoch, err))
            opoches.append(epoch)
            errs.append(err)

        plt.title("perceptron epoch loss")
        plt.xlabel("opoch")
        plt.ylabel("error")
        plt.plot(opoches, errs)
        plt.show()





输出结果图:

[image: ../_images/perceptron_error.png]



1.5.2. 多层感知机

当存在许多这样的层时，网络被称为多层感知机（MLP）。MLP有一个或多个隐藏层。这些隐藏层具有不同数量的隐藏神经元。每个隐藏层的神经元具有相同的激活函数：

[image: ../_images/perceptron_3.png]
上图的 MLP 具有一个有 4 个输入的输入层，5 个分别有 4、5、6、4 和 3 个神经元的隐藏层，以及一个有 3 个神经元的输出层。在该 MLP 中，下层的所有神经元都连接到其相邻的上层的所有神经元。因此，MLP 也被称为全连接层。MLP 中的信息流通常是从输入到输出，目前没有反馈或跳转，因此这些网络也被称为前馈网络。
感知机使用梯度下降算法进行训练。前面章节已经介绍了梯度下降，在这里再深入一点。感知机通过监督学习算法进行学习，也就是给网络提供训练数据集的理想输出。在输出端，定义了一个误差函数或目标函数 J(W)，这样当网络完全学习了所有的训练数据后，目标函数将是最小的。
输出层和隐藏层的权重被更新，使得目标函数的梯度减小：

[image: ../_images/perceptron_2.png]
为了更好地理解它，想象一个充满山丘、高原和凹坑的地形。目标是走到地面（目标函数的全局最小值）。如果你站在最上面，必须往下走，那么很明显你将会选择下山，即向负坡度（或负梯度）方向移动。相同的道理，感知机的权重与目标函数梯度的负值成比例地变化。
梯度的值越大，权值的变化越大，反之亦然。现在，这一切都很好，但是当到达高原时，可能会遇到问题，因为梯度是零，所以权重没有变化。当进入一个小坑（局部最小值）时，也会遇到问题，因为尝试移动到任何一边，梯度都会增加，迫使网络停留在坑中。
正如前面所述，针对增加网络的收敛性提出了梯度下降的各种变种使得网络避免陷入局部最小值或高原的问题，比如添加动量、可变学习率。







          

      

      

    

  

    
      
          
            
  
1.6. 激活函数

每个神经元都必须有激活函数。它们为神经元提供了模拟复杂非线性数据集所必需的非线性特性。该函数取所有输入的加权和，进而生成一个输出信号。你可以把它看作输入和输出之间的转换。使用适当的激活函数，可以将输出值限定在一个定义的范围内。

如果 xi 是第 j 个输入，Wj 是连接第 j 个输入到神经元的权重，b 是神经元的偏置，神经元的输出（在生物学术语中，神经元的激活）由激活函数决定，并且在数学上表示如下：

[image: ../_images/activationfunction1.png]
这里，g 表示激活函数。激活函数的参数 ΣWjxj​+b 被称为神经元的活动。

这里对给定输入刺激的反应是由神经元的激活函数决定的。有时回答是二元的（是或不是）。例如，当有人开玩笑的时候...要么不笑。在其他时候，反应似乎是线性的，例如，由于疼痛而哭泣。有时，答复似乎是在一个范围内。


1.6.1. 阈值激活函数

这是最简单的激活函数。在这里，如果神经元的激活值大于零，那么神经元就会被激活；否则，它还是处于抑制状态。下面绘制阈值激活函数的图，随着神经元的激活值的改变在 TensorFlow 中实现阈值激活函数：

def activation_threhold():
    """
    阈值激活函数,这是最简单的激活函数。在这里，如果神经元的激活值大于零，那么神经元就会被激活；否则，它还是处于抑制状态。下面绘制阈值激活函数的图，随着神经元的激活值的改变
    :return:
    """

    def threhold(X):
        cond = tf.less(X, tf.zeros(shape=tf.shape(X), dtype=X.dtype))
        out = tf.where(cond, tf.zeros(tf.shape(X)), tf.ones(tf.shape(X)))
        return out

    h = np.linspace(-1., 1., 50)
    logger.info("h\n{0}".format(h))
    out = threhold(h)
    init = tf.global_variables_initializer()

    with tf.Session() as sess:
        sess.run(init)
        y = sess.run(out)

        plt.title("threhold activation")
        plt.xlabel("x")
        plt.ylabel("y")
        plt.plot(h, y)
        plt.show()





输出结果:

[image: ../_images/activationfunction_threhold.png]



1.6.2. Sigmoid 激活函数

神经元的输出由函数 g(x)=1/(1+exp(-x)) 确定。在 TensorFlow 中，方法是 tf.sigmoid，它提供了 Sigmoid 激活函数。这个函数的范围在 0 到 1 之间：

def activation_sigmoid():
    """
    Sigmoid 激活函数：在这种情况下，神经元的输出由函数 g(x)=1/(1+exp(-x)) 确定。在 TensorFlow 中，方法是 tf.sigmoid，它提供了 Sigmoid 激活函数。这个函数的范围在 0 到 1 之间：
    :return:
    """

    h = np.linspace(-10, 10, 50)
    out = tf.sigmoid(h)
    init = tf.global_variables_initializer()

    with tf.Session() as sess:
        sess.run(init)
        y = sess.run(out)

        plt.title("sigmoid activation")
        plt.xlabel("x")
        plt.ylabel("y")
        plt.plot(h, y)
        plt.show()





输出结果图:

[image: ../_images/activationfunction_sigmoid.png]



1.6.3. 双曲正切激活函数

在数学上，它表示为 (1-exp(-2x)/(1+exp(-2x)))。在形状上，它类似于 Sigmoid 函数，但是它的中心位置是 0，其范围是从 -1 到 1。TensorFlow 有一个内置函数 tf.tanh，用来实现双曲正切激活函数：

def activation_tanh():
    """
    在数学上，它表示为 (1-exp(-2x)/(1+exp(-2x)))。在形状上，它类似于 Sigmoid 函数，但是它的中心位置是 0，其范围是从 -1 到 1。TensorFlow 有一个内置函数 tf.tanh，用来实现双曲正切激活函数：
    :return:
    """

    h = np.linspace(-10, 10, 50)
    out = tf.tanh(h)
    init = tf.global_variables_initializer()

    with tf.Session() as sess:
        sess.run(init)
        y = sess.run(out)

        plt.title("tanh activation")
        plt.xlabel("x")
        plt.ylabel("y")
        plt.plot(h, y)
        plt.show()





输出结果图

[image: ../_images/activationfunction_tanh.png]



1.6.4. 线性激活函数

神经元的输出与神经元的输入值相同。这个函数的任何一边都不受限制：

def activation_liner():
    """
    线性激活函数：在这种情况下，神经元的输出与神经元的输入值相同。这个函数的任何一边都不受限制
    :return:
    """
    h = np.linspace(-10., 10., 30)

    w = tf.Variable(tf.random_normal(shape=(3, 1), stddev=2, dtype=tf.float64))
    b = tf.Variable(tf.random_normal(shape=(1,), stddev=2, dtype=tf.float64))
    liner_out = tf.matmul(h.reshape(10, 3), w) + b

    init = tf.global_variables_initializer()

    with tf.Session() as sess:
        sess.run(init)
        y = sess.run(liner_out)

        plt.title("liner activation")
        plt.xlabel("x")
        plt.ylabel("y")
        plt.plot(np.linspace(-10., 10., len(y)), y.reshape(len(y), ))
        plt.show()





输出结果图:

[image: ../_images/activationfunction_liner.png]



1.6.5. 整流线性单元（ReLU）激活函数

这个激活函数类似于线性激活函数，但有一个大的改变：对于负的输入值，神经元不会激活（输出为零），对于正的输入值，神经元的输出与输入值相同：

def activation_relu():
    """
    线性激活函数：在这种情况下，神经元的输出与神经元的输入值相同。这个函数的任何一边都不受限制
    :return:
    """
    h = np.linspace(-10., 10., 30)
    out = tf.nn.relu(h)
    init = tf.global_variables_initializer()
    with tf.Session() as sess:
        sess.run(init)
        y = sess.run(out)
        plt.title("relu activation")
        plt.xlabel("x")
        plt.ylabel("y")
        plt.plot(h, y)
        plt.show()





输出结果图:

[image: ../_images/activationfunction_relu.png]



1.6.6. Softmax 激活函数

Softmax 激活函数是一个归一化的指数函数。一个神经元的输出不仅取决于其自身的输入值，还取决于该层中存在的所有其他神经元的输入的总和。这样做的一个优点是使得神经元的输出小，因此梯度不会过大。数学表达式为 yi =exp(xi​)/Σjexp(xj)：

def activation_softmax():
    """
    Softmax 激活函数是一个归一化的指数函数。一个神经元的输出不仅取决于其自身的输入值，还取决于该层中存在的所有其他神经元的输入的总和。这样做的一个优点是使得神经元的输出小，因此梯度不会过大。数学表达式为 yi =exp(xi​)/Σjexp(xj)：
    :return:
    """
    h = np.linspace(-10., 10., 30)
    out = tf.nn.softmax(h)

    init = tf.global_variables_initializer()

    with tf.Session() as sess:
        sess.run(init)
        y = sess.run(out)

        plt.title("softmax activation")
        plt.xlabel("x")
        plt.ylabel("y")
        plt.plot(h, y)
        plt.show()





输出结果图:

[image: ../_images/activationfunction_softmax.png]



1.6.7. 激活函数优缺点:


	阈值激活函数用于 McCulloch Pitts 神经元和原始的感知机。这是不可微的，在 x=0 时是不连续的。因此，使用这个激活函数来进行基于梯度下降或其变体的训练是不可能的。


	Sigmoid 激活函数一度很受欢迎，从曲线来看，它像一个连续版的阈值激活函数。它受到梯度消失问题的困扰，即函数的梯度在两个边缘附近变为零。这使得训练和优化变得困难。


	双曲正切激活函数在形状上也是 S 形并具有非线性特性。该函数以 0 为中心，与 Sigmoid 函数相比具有更陡峭的导数。与 Sigmoid 函数一样，它也受到梯度消失问题的影响。


	线性激活函数是线性的。该函数是双边都趋于无穷的 [-inf，inf]。它的线性是主要问题。线性函数之和是线性函数，线性函数的线性函数也是线性函数。因此，使用这个函数，不能表示复杂数据集中存在的非线性。


	ReLU 激活函数是线性激活功能的整流版本，这种整流功能允许其用于多层时捕获非线性。使用 ReLU 的主要优点之一是导致稀疏激活。在任何时刻，所有神经元的负的输入值都不会激活神经元。就计算量来说，这使得网络在计算方面更轻便。ReLU 神经元存在死亡 ReLU 的问题，也就是说，那些没有激活的神经元的梯度为零，因此将无法进行任何训练，并停留在死亡状态。尽管存在这个问题，但 ReLU 仍是隐藏层最常用的激活函数之一。


	Softmax 激活函数被广泛用作输出层的激活函数，该函数的范围是 [0，1]。在多类分类问题中，它被用来表示一个类的概率。所有单位输出和总是 1。




神经网络已被用于各种任务。这些任务可以大致分为两类：函数逼近（回归）和分类。根据手头的任务，一个激活函数可能比另一个更好。一般来说，隐藏层最好使用 ReLU 神经元。对于分类任务，Softmax 通常是更好的选择；对于回归问题，最好使用 Sigmoid
函数或双曲正切函数。







          

      

      

    

  

    
      
          
            
  
1.7. 反向传播(BPN)

反向传播（BPN）算法是神经网络中研究最多、使用最多的算法之一，它用于将输出层中的误差传播到隐藏层的神经元，然后用于更新权重。

学习 BPN 算法可以分成以下两个过程：
- 正向传播：输入被馈送到网络，信号从输入层通过隐藏层传播到输出层。在输出层，计算误差和损失函数。
- 反向传播：在反向传播中，首先计算输出层神经元损失函数的梯度，然后计算隐藏层神经元损失函数的梯度。接下来用梯度更新权重。


1.7.1. 数学推理

首先给网络提供 M 个训练对（X，Y），X 为输入，Y 为期望的输出。输入通过激活函数 g(h) 和隐藏层传播到输出层。输出 Yhat 是网络的输出，得到 error=Y-Yhat。其损失函数 J(W) 如下：

[image: ../_images/bpn1.png]
其中，i 取遍所有输出层的神经元（1 到 N）。然后可以使用 J(W) 的梯度并使用链式法则求导，来计算连接第 i 个输出层神经元到第 j 个隐藏层神经元的权重 Wij 的变化：

[image: ../_images/bpn2.png]
这里，Oj 是隐藏层神经元的输出，h 表示隐藏层的输入值。这很容易理解，但现在怎么更新连接第 n 个隐藏层的神经元 k 到第 n+1 个隐藏层的神经元 j 的权值 Wjk？过程是相同的：将使用损失函数的梯度和链式法则求导，但这次计算 Wjk：

[image: ../_images/bpn3.png]



1.7.2. 代码实现

def _sigmaprime(X):
    return tf.multiply(tf.sigmoid(X), tf.subtract(tf.constant(1.0), tf.sigmoid(X)))


def _multilayer_perceptron(X, weights, biases):
    h_layer_1 = tf.add(tf.matmul(X, weights["h1"]), biases["h1"])
    out_layer_1 = tf.sigmoid(h_layer_1)

    h_out = tf.matmul(out_layer_1, weights["out"]) + biases["out"]
    return tf.sigmoid(h_out), h_out, out_layer_1, h_layer_1


def bpn(epochs=10, batch_size=1000, learning_rate=0.01, hidden=30):
    """
    反向传播实现
    :return:
    """
    mnist_path = os.path.join(root_path, "data", "fashionMNIST")
    mnist_data = input_data.read_data_sets(mnist_path, one_hot=True)
    train_data = mnist_data.train
    test_data = mnist_data.test

    sample_count = train_data.num_examples
    feature_count = train_data.images.shape[1]

    label_count = train_data.labels.shape[1]

    X = tf.placeholder(tf.float32, shape=(None, feature_count))
    Y = tf.placeholder(tf.float32, shape=(None, label_count))

    weights = {
        "h1": tf.Variable(tf.random_normal(shape=(feature_count, hidden), seed=0)),
        "out": tf.Variable(tf.random_normal(shape=(hidden, label_count), seed=0))
    }
    baises = {
        "h1": tf.Variable(tf.random_normal(shape=(1, hidden), seed=0)),
        "out": tf.Variable(tf.random_normal(shape=(1, label_count), seed=0))
    }
    Y_that, h_out, out_layer_1, h_layer_1 = _multilayer_perceptron(X, weights, baises)

    # 反向传播
    error = Y_that - Y
    delta_2 = tf.multiply(error, _sigmaprime(h_out))
    delta_w_2 = tf.matmul(tf.transpose(out_layer_1), delta_2)

    wtd_error = tf.matmul(delta_2, tf.transpose(weights["out"]))
    delta_1 = tf.multiply(wtd_error, _sigmaprime(h_layer_1))
    delta_w_1 = tf.matmul(tf.transpose(X), delta_1)

    eta = tf.constant(learning_rate)

    step = [tf.assign(weights["h1"], tf.subtract(weights["h1"], tf.multiply(eta, delta_w_1))),
            tf.assign(baises["h1"], tf.subtract(baises["h1"], tf.multiply(eta, tf.reduce_mean(delta_1, axis=[0])))),
            tf.assign(weights["out"], tf.subtract(weights["out"], tf.multiply(eta, delta_w_2))),
            tf.assign(baises["out"], tf.subtract(baises["out"], tf.multiply(eta, tf.reduce_mean(delta_2, axis=[0]))))]

    acct_mat = tf.equal(tf.argmax(Y_that, 1), tf.argmax(Y, 1))
    with tf.name_scope("accuracy"):
        accuracy = tf.reduce_mean(tf.cast(acct_mat, tf.float32))
        tf.summary.scalar("accuracy", accuracy)

    init = tf.global_variables_initializer()
    summary_ops = tf.summary.merge_all()
    acc_trains, acc_tests = [], []
    with tf.Session() as sess:
        sess.run(init)
        writer = tf.summary.FileWriter("bpn", graph=sess.graph)
        for i in range(epochs):
            batch_count = sample_count // batch_size
            for j in range(batch_count):
                batch_trains, batch_lables = mnist_data.train.next_batch(batch_size)
                _, summary_str = sess.run([step, summary_ops], feed_dict={X: batch_trains, Y: batch_lables})
                writer.add_summary(summary_str, i * batch_size + j)
            # 训练数据评估值
            acc_train = sess.run(accuracy, feed_dict={X: train_data.images, Y: train_data.labels})
            # 测试数据评估值
            acc_test = sess.run(accuracy, feed_dict={X: test_data.images, Y: test_data.labels})
            logger.info("epoll {0} train accuracy {1} test accuracy {2}".format(i, acc_train, acc_test))
            acc_trains.append(acc_train)
            acc_tests.append(acc_test)
        writer.close()

    plt.plot(list(range(epochs)), acc_trains, "bo", label="train accuracy")
    plt.plot(list(range(epochs)), acc_tests, "r", label="test accuracy")
    plt.xlabel("epoch")
    plt.xlabel("accuracy")
    plt.title("accuracy train/test")
    plt.legend()
    plt.show()





输出结果图:

[image: ../_images/bpn_plt.png]






          

      

      

    

  

    
      
          
            
  
1.8. 优化器


1.8.1. 梯度下降优化器


1.8.1.1. 随机梯度下降

在随机梯度下降中，一次提供一个训练样本用于更新权重和偏置，从而使损失函数的梯度减小，然后再转向下一个训练样本。整个过程重复了若干个循环。由于
每次更新一次，所以它比 Vanilla 快，但由于频繁更新，所以损失函数值的方差会比较大。




1.8.1.2. Vanilla 梯度下降

在 Vanilla 梯度下降（也称作批梯度下降）中，在每个循环中计算整个训练集的损失函数的梯度。该方法可能很慢并且难以处理非常大的数据集。该方法能保
证收敛到凸损失函数的全局最小值，但对于非凸损失函数可能会稳定在局部极小值处。




1.8.1.3. 小批量梯度下降

该方法结合了前两者的优点，利用一批训练样本来更新参数。


Adam 优化器






https://arxiv.org/pdf/1609.04747.pdf：该文章提供了不同优化器算法的综述。
https://www.tensorflow.org/api_guides/python/train#Optimizers：这是 TensorFlow.org 链接，详述了 TensorFlow 中优化器的使用方法。
https://arxiv.org/pdf/1412.6980.pdf：关于 Adam 优化器的论文。













          

      

      

    

  

    
      
          
            
  
1.9. 权重衰减

权重衰减等价于 L2 范数正则化（regularization）。正则化通过为模型损失函数添加惩罚项使学出的模型参数值较小，是应对过拟合的常用手段。我们先描述 L2
范数正则化，再解释它为何又称权重衰减。


1.9.1. 作用

作用：权重衰减（L2正则化）可以避免模型过拟合问题。

思考：L2正则化项有让w变小的效果，但是为什么w变小可以防止过拟合呢？


	从模型的复杂度上解释：更小的权值w，从某种意义上说，表示网络的复杂度更低，对数据的拟合更好（这个法则也叫做奥卡姆剃刀），而在实际应用中，也验证了这一点，L2正则化的效果往往好于未经正则化的效果。


	从数学方面的解释：过拟合的时候，拟合函数的系数往往非常大，为什么？如下图所示，过拟合，就是拟合函数需要顾忌每一个点，最终形成的拟合函数波动很大。在某些很小的区间里，函数值的变化很剧烈。这就意味着函数在某些小区间里的导数值（绝对值）非常大，由于自变量值可大可小，所以只有系数足够大，才能保证导数值很大。而正则化是通过约束参数的范数使其不要太大，所以可以在一定程度上减少过拟合情况。










          

      

      

    

  

    
      
          
            
  
1.10. 损失函数


1.10.1. L2Loss均方误差

l2loss是真实值与预测值的差值的平方然后求和平均。通过平方的形式便于求导，所以常被用作线性回归的损失函数。

def hybrid_forward(self, F, pred, label, sample_weight=None):
    label = _reshape_like(F, label, pred)
    loss = F.square(label - pred)
    loss = _apply_weighting(F, loss, self._weight / 2, sample_weight)
    return F.mean(loss, axis=self._batch_axis, exclude=True)











          

      

      

    

  

    
      
          
            
  
2. mxnet

Presto是一个开源的分布式SQL查询引擎，用于针对各种大小（从千兆字节到千兆字节）的数据源运行交互式分析查询。









	2.1. mxnet安装









          

      

      

    

  

    
      
          
            
  
2.1. mxnet安装


2.1.1. cpu版mxnet

pip install mxnet








2.1.2. gpu版mxnet

pip install mxnet-u101











          

      

      

    

  

    
      
          
            
  
3. numpy

Presto是一个开源的分布式SQL查询引擎，用于针对各种大小（从千兆字节到千兆字节）的数据源运行交互式分析查询。














          

      

      

    

  

    
      
          
            
  
4. matplotlib

Presto是一个开源的分布式SQL查询引擎，用于针对各种大小（从千兆字节到千兆字节）的数据源运行交互式分析查询。














          

      

      

    

  

    
      
          
            
  
5. pandas

Presto是一个开源的分布式SQL查询引擎，用于针对各种大小（从千兆字节到千兆字节）的数据源运行交互式分析查询。














          

      

      

    

  

    
      
          
            
  
6. tensorflow

TensorFlow™ 是一个采用数据流图（data flow graphs），用于数值计算的开源软件库。节点（Nodes）在图中表示数学操作，图中的线（edges）则表示在节点间相互联系的多
维数据数组，即张量（tensor）。它灵活的架构让你可以在多种平台上展开计算，例如台式计算机中的一个或多个CPU（或GPU），服务器，移动设备等等。TensorFlow 最初由
Google大脑小组（隶属于Google机器智能研究机构）的研究员和工程师们开发出来，用于机器学习和深度神经网络方面的研究，但这个系统的通用性使其也可广泛用于其他计算
领域。

数据流图用“结点”（nodes）和“线”(edges)的有向图来描述数学计算。“节点” 一般用来表示施加的数学操作，但也可以表示数据输入（feed in）的起点/输出（push out）
的终点，或者是读取/写入持久变量（persistent variable）的终点。“线”表示“节点”之间的输入/输出关系。这些数据“线”可以输运“size可动态调整”的多维数据数组，
即“张量”（tensor）。张量从图中流过的直观图像是这个工具取名为“Tensorflow”的原因。一旦输入端的所有张量准备好，节点将被分配到各种计算设备完成异步并行地执行
运算。
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6.2. 简单介绍

TensorFlow是一个采用数据流图（data flow graphs），用于数值计算的开源软件库。节点（Nodes）在图中表示数学操作，图中的线（edges）则表示在节点间相互联系的多维数
据数组，即张量（tensor）。它灵活的架构让你可以在多种平台上展开计算，例如台式计算机中的一个或多个CPU（或GPU），服务器，移动设备等等。TensorFlow 最初由Google
大脑小组（隶属于Google机器智能研究机构）的研究员和工程师们开发出来，用于机器学习和深度神经网络方面的研究，但这个系统的通用性使其也可广泛用于其他计算领域。


6.2.1. TensorFlow的特征


6.2.1.1. 高度的灵活性

TensorFlow 不是一个严格的“神经网络”库。只要你可以将你的计算表示为一个数据流图，你就可以使用Tensorflow。你来构建图，描写驱动计算的内部循环。我们提供了有用的
工具来帮助你组装“子图”（常用于神经网络），当然用户也可以自己在Tensorflow基础上写自己的“上层库”。定义顺手好用的新复合操作和写一个python函数一样容易，而且
也不用担心性能损耗。当然万一你发现找不到想要的底层数据操作，你也可以自己写一点c++代码来丰富底层的操作。




6.2.1.2. 真正的可移植性（Portability）

Tensorflow 在CPU和GPU上运行，比如说可以运行在台式机、服务器、手机移动设备等等。想要在没有特殊硬件的前提下，在你的笔记本上跑一下机器学习的新想法？Tensorflow可
以办到这点。准备将你的训练模型在多个CPU上规模化运算，又不想修改代码？Tensorflow可以办到这点。想要将你的训练好的模型作为产品的一部分用到手机app里？Tensorflow
可以办到这点。你改变主意了，想要将你的模型作为云端服务运行在自己的服务器上，或者运行在Docker容器里？Tensorfow也能办到。Tensorflow就是这么拽 :)




6.2.1.3. 将科研和产品联系在一起

过去如果要将科研中的机器学习想法用到产品中，需要大量的代码重写工作。那样的日子一去不复返了！在Google，科学家用Tensorflow尝试新的算法，产品团队则用Tensorflow
来训练和使用计算模型，并直接提供给在线用户。使用Tensorflow可以让应用型研究者将想法迅速运用到产品中，也可以让学术性研究者更直接地彼此分享代码，从而提高科研产
出率。




6.2.1.4. 自动求微分

基于梯度的机器学习算法会受益于Tensorflow自动求微分的能力。作为Tensorflow用户，你只需要定义预测模型的结构，将这个结构和目标函数（objective function）结合在一
起，并添加数据，Tensorflow将自动为你计算相关的微分导数。计算某个变量相对于其他变量的导数仅仅是通过扩展你的图来完成的，所以你能一直清楚看到究竟在发生什么。




6.2.1.5. 多语言支持

Tensorflow 有一个合理的c++使用界面，也有一个易用的python使用界面来构建和执行你的graphs。你可以直接写python/c++程序，也可以用交互式的ipython界面来用Tensorflow
尝试些想法，它可以帮你将笔记、代码、可视化等有条理地归置好。当然这仅仅是个起点——我们希望能鼓励你创造自己最喜欢的语言界面，比如Go，Java，Lua，Javascript，或
者是R。




6.2.1.6. 性能最优化

比如说你又一个32个CPU内核、4个GPU显卡的工作站，想要将你工作站的计算潜能全发挥出来？由于Tensorflow 给予了线程、队列、异步操作等以最佳的支持，Tensorflow 让你可
以将你手边硬件的计算潜能全部发挥出来。你可以自由地将Tensorflow图中的计算元素分配到不同设备上，Tensorflow可以帮你管理好这些不同副本。
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